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Аннотация: Исследование посвящено анализу каскадных нейронных сетей (CNN, BERT, 
LSTM, GRU) для многоуровневой классификации текстов в иерархических структурах. На 
корпусе писем CNN достигла точности 75 %, остальные модели – 20 %. Выявлены ограниче-
ния, включая накопление ошибок. Предложены рекомендации для гибридных архитектур, 
адаптированных к иерархическим задачам, что повышает точность классификации. 
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текстов, CNN, BERT, LSTM, GRU, иерархические структуры, накопление ошибок, гибридные 
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Abstract: This study analyzes cascade neural networks (CNN, BERT, LSTM, GRU) for multi-
level text classification in hierarchical structures. Evaluated on a letter corpus, CNN achieved 75 % 
accuracy, while others reached 20 %. Limitations, such as error accumulation, were identified. Rec-
ommendations for hybrid architectures tailored to hierarchical tasks are proposed to enhance classifi-
cation accuracy. 

Keywords: cascade neural networks, multi-level classification, text processing, CNN, BERT, 
LSTM, GRU, hierarchical structures, error accumulation, hybrid architectures. 



58 ВЕСТИ ВЫСШИХ УЧЕБНЫХ ЗАВЕДЕНИЙ ЧЕРНОЗЕМЬЯ Т. 21, № 3 (79), 2025 

 

Погодаев А.К., Бухтояров Д.В., Жбанова Н.Ю. «АНАЛИЗ КАСКАДНЫХ НЕЙРОННЫХ СЕТЕЙ…» 

For citation: Pogodaev A.K. Analysis of cascade neural networks for multilevel classification of 
texts / A.K. Pogodaev, D.V. Buchtoyarov, N.Yu. Zhbanova // Vesti of Higher Educational Institutions 
of the Chernozem region. – 2025. – Vol. 21, № 3 (79). – P. 57–62. 
DOI 10.53015/18159958_2025_21_3_57. 

 
ВВЕДЕНИЕ 

 
Современные организации сталкиваются 

с необходимостью обработки значительных 
объемов текстовой информации, поступа-
ющей в виде писем, запросов и отчетов [1]. 
В условиях иерархических структур тради-
ционные подходы к классификации текстов, 
основанные на ручном распределении до-
кументов, демонстрируют низкую эффек-
тивность, что приводит к временным за-
держкам и увеличению числа ошибок [2]. В 
последние годы активно исследуются мето-
ды машинного обучения, в частности 
нейронные сети, для автоматизации таких 
процессов [3]. Среди них каскадные архи-
тектуры представляют собой перспективное 
направление благодаря их способности мо-
делировать иерархические зависимости в 
данных [4]. 

Целью данной работы является анализ 
применения четырех известных моделей 
нейронных сетей – CNN, BERT, LSTM и 
GRU – в задаче многоуровневой классифи-
кации текстов. Исследование сосредоточено 
на оценке эффективности этих моделей и 
выявлении их ограничений, а не на разра-
ботке новой архитектуры. Тем не менее по-
лученные результаты позволяют обосновать 
направления для будущих исследований. 
Эксперименты проводились на основе ре-
альных данных организации, включающих 
тексты писем в формате PDF и метки их 
распределения по уровням иерархии.  

 
ТЕОРИЯ ВОПРОСА 

 
Многоуровневая классификация текстов 

предполагает автоматическое распределе-
ние документов по иерархическим уровням 
исполнителей в организационной структуре. 
В данном исследовании иерархия представ-
лена тремя уровнями: высший (например, 
руководитель), средний (например, заме-
ститель руководителя) и нижний (например, 
исполнитель). Использованный набор дан-
ных состоит из текстов писем в формате 

PDF, снабженных метками, указывающими 
соответствующий уровень маршрутизации. 

Каждая из четырех моделей (CNN, 
BERT, LSTM, GRU) была реализована в ви-
де каскадной структуры, состоящей из трех 
последовательных уровней классификации. 
На каждом уровне модель предсказывала 
принадлежность текста к определенной ка-
тегории, а результат передавался следую-
щему уровню как входные данные. Такой 
подход позволяет моделировать иерархиче-
ские зависимости, однако приводит к 
накоплению ошибок между уровнями [6]. 

CNN применяют сверточные фильтры 
для извлечения локальных признаков из 
текстовых данных, представленных в виде 
матрицы эмбеддингов слов. Операция 
свертки описывается как: 

 

 k

i j i j 1j 1
y f W x b 

  ,        (1) 

 

где iy  – выходной сигнал фильтра, W– веса 

фильтра размером k, x – входной вектор, b – 
смещение, а f – функция активации (в дан-
ном случае ReLU). За сверткой следует опе-
рация максимального пулинга, которая вы-
деляет наиболее значимые признаки из свер-
точных карт, уменьшая размерность данных 
и повышая устойчивость к шуму [7]. 

Модель BERT, основанная на трансфор-
мерной архитектуре, использует двунаправ-
ленное представление текста с механизмом 
многослойного внимания: 

 

Attention  
T

k

QK
Q,K,V softmax V

d

 
   

 
,  (2) 

 

где Q, K, V – матрицы запросов, ключей и 
значений соответственно, а dk –размерность 
ключей. Модель дообучалась на задачу 
классификации с добавлением линейного 
слоя [8].   

Сети LSTM сохраняют долгосрочные за-
висимости в последовательностях благодаря 
механизмам памяти, включающим забыва-
ющий, входной и выходной вентили [9]. За-
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бывающий вентиль определяет, какую ин-
формацию из предыдущего состояния за-
быть: 

  t f t 1 t ff W h , x b    ,        (3) 

 
где ft – забывающий вентиль, определяет, 
какую информацию из предыдущего состо-
яния Ct-1 следует забыть. 

 

  t i t 1 t ii W h ,x b    ,          (4) 

 
где it – входной вентиль, определяет, какую 
новую информацию добавить в состояние.  

 

  t C t 1 t CC tanh W h ,x b   ,        (5) 

 
где tC  – кандидат на обновление памяти, 

предлагает новое содержимое для ячейки 
памяти.  

 

t t t 1 t tC f С i C    ,               (6) 

 
где tC  – обновление памяти, комбинирует 

старое состояние с новым.  
 

  t o t 1 t oo W h ,x b    ,          (7) 
 
где to  – выходной вентиль определяет, ка-

кая часть состояния будет выведена.  
 

 t t th o tanh C  ,                 (8) 

 
где th  – выход, формирует скрытое состоя-

ние для передачи дальше. 
Остальные обозначения:   – сигмоидная 

функция, tanh  – гиперболический тангенс, 
  – поэлементное умножение, W и b – обу-
чаемые веса и смещения. Обновление со-
стояния происходит через вычисление но-
вого состояния памяти Ct и скрытого состо-
яния ht по приведенным уравнениям. 

GRU представляет собой упрощенную 
версию LSTM с двумя вентилями (обнов-
ляющим и сбрасывающим), что ускоряет 
обучение при сохранении способности мо-
делировать последовательности [10]. Об-
новление состояния включает: 

 

 t z t 1 t zz W h , x b )    ,          (9) 
 

где zt – обновляющий вентиль, определяет, 
сколько информации от предыдущего со-
стояния ht-1 сохранить.  

 

 t r t 1 t rr W h , x b )    ,             (10)  
 

где rt – сбрасывающий вентиль, контроли-
рует, какую часть предыдущего состояния 
сбросить при вычислении кандидата.  

 

  t h t t 1 t hh tanh W r h , x b   ,     (11) 

 
где th  – кандидат на состояние, предлагает 

новое скрытое состояние.  
 

 t t t 1 t th 1 z h z h      ,         (12) 
 

где ht – новое состояние, линейно комбини-
рует старое и новое состояния. Обозначения 
аналогичны LSTM: , tanh, , W, b  . 

В работе [14] подчеркивается эффектив-
ность CNN для задач классификации тек-
стов, но отмечается их ограниченная спо-
собность обрабатывать длинные последова-
тельности. Исследование [15] демонстриру-
ет высокую точность BERT в задачах обра-
ботки текстов, однако указывает на необхо-
димость больших обучающих корпусов. 
Авторы [16] отмечают, что LSTM и GRU 
подходят для последовательных данных, но 
их производительность снижается в много-
уровневых задачах. Настоящее исследова-
ние подтверждает эти выводы и выявляет 
дополнительные проблемы, связанные с 
каскадными архитектурами. 

 
МЕТОДЫ ИССЛЕДОВАНИЯ 

 
Качество предобработки данных суще-

ственно влияет на производительность мо-
делей машинного обучения [5]. В рамках 
исследования применялись следующие эта-
пы подготовки данных: 

– извлечение текста из PDF-файлов; 
– удаление служебных заголовков и при-

ложений; 
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– очистка текста: удаление цифр, специ-
альных символов и латинских букв; 

– приведение текста к нижнему регистру;  
– фильтрация слов по длине (исключение 

слов короче 5 символов). 
Эксперименты проводились на корпусе 

из 500 писем, разделенных на обучающую 
(80 %) и тестовую (20 %) выборки. После 
начального тестирования корпус был рас-
ширен до 3000 примеров для дообучения 
лучшей модели. Метрика оценки – точность 
классификации (accuracy) на каждом 
уровне. 

Использовались четыре модели:  
– CNN, начальная точность составила 

36 % , после дообучения – 75 %.  
– BERT, начальная точность – 20%.  
– LSTM, начальная точность – 20%. 
– GRU, начальная точность – 20%. 
CNN показала наилучшие результаты 

благодаря способности эффективно извле-
кать локальные признаки, однако теряет 
глобальный контекст в длинных текстах 
[11]. BERT требует значительных вычисли-
тельных ресурсов и большого объема дан-
ных для дообучения, что ограничивает ее 
применимость [12]. LSTM и GRU демон-
стрируют низкую точность на длинных по-
следовательностях из-за ограничений памя-
ти и накопления ошибок в каскадной струк-
туре [13]. 

 
ЗАКЛЮЧЕНИЕ 

 
Проведённый анализ показал, что CNN 

обладает наивысшей эффективностью (точ-
ность 75 % после дообучения) среди рас-
смотренных моделей для многоуровневой 
классификации текстов. Однако все проте-
стированные архитектуры – CNN, BERT, 
LSTM и GRU  имеют существенные огра-
ничения: потеря контекста, высокая ресур-
соёмкость и накопление ошибок. Эти выво-
ды подчёркивают необходимость разработ-
ки гибридных архитектур, адаптированных 
к задачам иерархической классификации 
текстов. 

Совершенствование архитектур через ги-
бридные подходы улучшит качество клас-
сификации и повысит эффективность 
маршрутизации документов в иерархиче-
ских организациях. Решение проблем, свя-

занных с потерей контекста и ресурсоёмко-
стью, возможно за счёт интеграции гибрид-
ных подходов, таких как комбинация свёр-
точных и рекуррентных слоёв или внедре-
ние механизмов внимания, что позволит 
моделям лучше адаптироваться к сложным 
иерархическим структурам.  

Подтверждена ключевая роль предобра-
ботки данных в повышении точности моде-
лей. Улучшение методов предобработки, 
таких как точное извлечение текста из PDF-
файлов или применение продвинутых тех-
ник нормализации, способствует росту про-
изводительности. 

Кроме того, гибридные подходы и меха-
низмы внимания, используемые в транс-
формерных архитектурах, улучшат способ-
ность моделей выделять ключевые зависи-
мости в тексте, сокращая временные затра-
ты и ошибки при маршрутизации докумен-
тов, что особенно важно при больших объ-
ёмах корреспонденции. 

Перспективы будущих исследований 
включают: 

– разработку гибридных моделей, объ-
единяющих преимущества CNN и транс-
формеров для обработки как локальных, так 
и глобальных зависимостей в текстах; 

– исследование методов регуляризации и 
оптимизации, направленных на снижение 
накопления ошибок в каскадных архитекту-
рах; 

– применение активного обучения для 
минимизации зависимости от больших раз-
меченных корпусов данных; 

– внедрение интерпретируемых меха-
низмов, таких как внимание, для повыше-
ния прозрачности и доверия к моделям в 
реальных системах. 

Адаптация моделей к особенностям ор-
ганизационных текстов (формальным кон-
струкциям, шаблонам) и глубокий анализ 
структуры данных создадут основу для спе-
циализированных систем обработки тек-
стов.  

Данное исследование вносит вклад в раз-
витие методов многоуровневой классифи-
кации текстов и открывает перспективы для 
создания более эффективных и устойчивых 
моделей, адаптированных к потребностям 
организаций с иерархическими структура-
ми. 
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Полученные результаты и предложенные 
направления исследований служат основой 
для дальнейшего совершенствования техно-
логий автоматизации, обеспечивая повыше-
ние производительности и точности в ре-
альных приложениях. 
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